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基于新型联合感知矩阵的压缩学习目标识别技术
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摘 要： 目标识别正逐渐成为自动化领域中提供准确目标类别信息的一项重要技术，并且当前大多数目标识别

方法都是基于深度学习框架实现.通常，深度学习框架的输入数据均为原始图像数据，而在实际应用中，探测器获取原

始图像数据并作为深度学习框架的输入进而实现目标识别的方式并非是高效的，数据获取并识别的过程包含了大量

的冗余信息，降低了识别效率.在本文中，通过深度学习与压缩感知技术的结合，提出了一种基于联合感知矩阵的压缩

学习目标识别技术（Target recognition technology based on a new joint sensing matrix for compressed learning，TRNPCL），使

得探测器可快速生成目标图像多维压缩数据，且压缩数据可直接作为深度学习目标识别框架的输入数据，而无需再进

行解压缩步骤.该方法不仅大大减小了深度学习框架的数据输入量，在与同等压缩比下的单空间域数据压缩学习方式

相比较，还保持了较高的识别准确率.在未来，该方法有望成为一种更有效、更灵活的目标识别方法，并特别适用于指

纹识别、人脸识别等应用领域.
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Abstract： Target recognition is gradually becoming an important technology to provide accurate target category in⁃
formation in the field of automation, and most current target recognition methods are based on machine learning frame⁃
works. Generally, the input data of the machine learning framework is raw image data, but in practical applications, the way
that the detector obtains the raw image data and uses it as the input of the deep learning framework to achieve target recogni⁃
tion is low efficient, contains a lot of redundant information, which reduces the recognition efficiency. In this paper, by com⁃
bining machine learning and compressive sensing technology, a new target recognition method named as target recognition
technology based on a new joint sensing matrix for compressed learning (TRNPCL) is proposed. Through the proposed
method, the detector can quickly generate multi-dimensional compressed data of the target image, and the compressed data
can be directly used as the input data of the deep learning target recognition framework without further decompression
steps, which not only greatly reduces the amount of data input to the machine learning framework, but also maintains a high⁃
er recognition accuracy compared with the single-space domain data compression learning method under the same compres⁃
sion ratio. In the future, this method is expected to become a more effective and flexible target recognition method, and es⁃
pecially suitable for fingerprint recognition, face recognition and other application fields.
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1 引言

图像有着强大的信息搭载能力，可详细记录人类

经济社会发展过程中所产生的海量可视化信息，随着

科技的发展，基于图像开展的目标识别技术研究已经

成为计算机视觉研究领域中的重要组成部分，其智能

化的处理方式，对人类高科技研究领域的发展也产生

了深远的影响，该方法不仅成为军事目标快速识别的

关键技术，而且是远程无人机、机器人等民用智能设备

系统的核心部分，还在航天、医学等领域应用广泛 .
近年来，随着图像数据量的不断增大，目标类型更

加复杂，纹理信息更加丰富，通过在图像中找到对应匹

配的位置，计算相似度判定是否是相应目标的传统目

标识别方法，已远远不能满足现在的需求，具备高效

率、高准确率的基于深度学习的图像目标识别技术逐

渐崭露头角 .
基于深度学习的图像目标识别技术研究在近年来

取得了多项成果，如AlexNet［1］，GoogleNet［2］等经典目标

识别神经网络模型的出现，以及当今前沿的目标检测

算法（R‑CNN［3］，SPP（Spatial Pyramid Pooling）NET［4］，
Faster R‑CNN［5］，YOLO［6］等）中目标识别模块的成功应

用，都见证了目标识别技术的快速发展，综合其发展趋

势可概括为：模型层次不断加深，结构更加复杂，训练

数据不断增加，使得基于深度学习的目标识别技术在

实际应用过程中也面临着一些问题，如基于深度学习

的人脸识别系统在运行过程中识别数据量大，数据分

配效率低，如何加快其处理速率是有待解决的问题之

一［7］；在指纹识别领域，基于神经网络的指纹识别方式

存在的计算数据量大的问题，大大限制了基于深度学

习的指纹识别技术的推广与应用，使得目前常用的指

纹识别技术多是基于提取关键点进行匹配的传统方式

实现［8］. 如何提升目标识别神经网络的效率，并能够保

持其较高的识别准确度效果，是现今目标识别技术在

持续发展过程中有待解决的问题 .
合理的数据压缩设计不仅能够高效利用成像设备

的存储容量，而且将大大减少深度学习神经网络的数

据输入量，降低神经网络的计算量，提升其效率，若还

能使其原始目标数据特征得到最大限度的保留，维持

其较高的识别准确度，则是一举多得的方法 .
传统的数据压缩普遍采用基于数字余弦变换、小

波变换的压缩方法［9］，但缺点也显而易见：效率低、复杂

度高、功耗高、可移植性差等，而目前使用的图像压缩

算法（JPEG2000或 SPIHT［10］）较为复杂，能耗都比较高，

并且需要额外的压缩芯片实现数据图像压缩，使得在

探测器在进行数据获取过程中综合效率不高 . 近年来，

压缩感知理论（Compressive Sensing，CS）［11］引起了广泛

关注，压缩感知的理论基础是由Emmanuel Candès，Ter‑

ence Tao和David Donoho建立，其将“采样”与“压缩”合

二为一的方式，可实现对原始图像信号进行简单的基

于感知矩阵进行欠奈奎斯特（Shannon‑Nyquist）采样来

获得压缩数据，即探测器感光元件读出的信号就是已

经压缩好的信号，无需多余的图像压缩模块进行压缩 .
这种方式不仅为数据获取提供了更高的效率，且对硬

件设计更加友好，若将压缩感知应用于硬件图像获取-
算法目标识别一体化目标识别技术中，将大大提升识

别效率 .
压缩感知理论已应用于许多领域，最成功的例子

之一是美国莱斯大学开发的单像素数码相机 . 单像素

相机［12，13］将图像采集和图像压缩集成在一起，即在采

样过程中实现图像压缩，大大降低光电探测器设计的

复杂度和成本 .
在过去十年中，压缩感知多被应用于信号转换，并

且大量的工作都致力于更好的重建信号，其中数据压

缩过程获取的观测值数据结果也一直被作为图像重建

的基础［14，15］，但使用相同压缩步骤获取的观测值数据，

其实也保留了图像数据在压缩域的潜在判别特

征［16，17］，基于压缩感知获取的观测值进行进一步探索

同样也具备很大的意义 . 针对这一思路，本文结合压缩

感知图像压缩编码与深度学习技术，提出了一种基于

联合感知矩阵的压缩学习目标识别技术，以实现快速

高效的目标识别应用 .
2 方法及步骤

基于新型联合感知矩阵的压缩学习目标识别技术

首先在探测器内部基于构建的新型联合感知矩阵

（Joint‑Perception‑Matrix，JPM）高效获取具备多域压缩

特征信息的多维压缩数据，再结合目标识别卷积神经

网络实现目标识别，使其不仅在空间压缩域，还在压缩

感知域同步进行特征提取，通过多域特征学习的方式，

弥补了数据压缩带来的特征信息丢失的问题，从而在

目标识别过程中不仅提升了识别效率，而且保持了较

高的识别准确率 . 基于新型联合感知矩阵的压缩学习

目标识别技术可划分为基于新型联合感知矩阵的多维

压缩数据获取与基于目标分类识别卷积神经网络的图

像目标识别方法两个模块，其框架如图1所示 .
2. 1 多维压缩数据获取方法

多维压缩数据的获取可基于新型联合感知矩阵实

现 . 该新型联合感知矩阵Φζ = RM × N由两个子矩阵构

成，即Φζ = éëê
ù
û
ú

ΦζD

ΦζN

. 其中，ΦζD ∈ RM2
ζ 为缩略图下采样矩

阵，该下采样矩阵获取的下采样图可以很大程度的保

留图像在空间域的边缘轮廓特征信息；ΦζD ∈ RM1
ζ 为传

统压缩感知的观测值数据，且（M = M1 + M2 )，可认为通
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过变换后保留了图像在多压缩域的特征 .
在硬件设计上，将ΦζD与ΦζN的获取完全基于探测

器内部实现 . 将感光元件获取的数据变换采样后直接

可作为ΦζN；在探测器内部使 Binning功能可实现原始

图像数据的下采样，进而实现ΦζD的获取，其流程如图2
所示 .

在生成观测值数据的变换方式上，常进行Noiselet
变换［18］，但Noiselet变换矩阵中存在虚部，在工程应用

中虚部的实现比较困难，因此本文采用Real‑Noiselet变
换，一种不包含虚部，只包含实数的数据变换方式 .

对于一个长度为 n的向量 x = [ x1，x2，…，xn - 1，xn ]，
使用图 3所介绍的 Real‑Noiselet变换方法对其进行

Real‑Noiselet变换，最终可以得到变换后的向量 f =
[ f1，f2，…，fn - 1，fn ].

整个 Real‑Noiselet变换过程包含 m步，m = log2n，
x = [ x1，x2，…，xn - 1，xn ] 经 过 第 一 步 变 换 得 到

[ x( )11 ，x( )12 ，…，x( )1
n - 1，x( )1

n ]，具体变换如式（1）所示：

{ x( )1
i = xi + xn - i + 1

x( )1
n - i + 1 = xi - xn - i + 1，i = 1，…，

n
2 （1）

以中间为对称轴，第一个元素 x1与最后一个元素

xn相加（x1 + xn）作为第一步变换结果的第一个元素 x(1)1 ，
第一个元素与最后一个元素相减（x1 - xn）作为第一步

变换结果的最后一个元素 x(1)1 . 以同样的方法处理剩下

的（n - 2)个元素，得到的 [ x( )11 ，x( )12 ，…，x( )1
n - 1，x( )1

n ]中的每

个元素都包含 x中2个元素的信息 .
对于第二步变换，将 [ x( )11 ，x( )12 ，…，x( )1

n - 1，x( )1
n ]平均分

成两部分，每一部分看作为一个窗，每个窗包含 n/2个
元素，然后将两个窗看为一组，第一个窗中的第一个元

素与第二个窗中的第一个元素相减的结果 x(1)1 - x(1)n
2 + 1

放

入第一个窗的第一个位置，即得到了 x(2)1 . 第一个窗中

的第一个元素与第二个窗中的第一个元素相加的结果

x(1)1 + x(1)n
2 + 1

放入第二个窗的第一个位置 x(2)n
2 + 1

，然后分别

对两个窗内的第二个元素做相同的操作，得到 x(2)2 与

x(2)n
2 + 2

，依 次 对 剩 余 的 元 素 进 行 此 操 作 ，得 到

[ x( )21 ，x( )22 ，…，x( )2
n - 1，x( )2

n ]，如式（2）所示，得到的结果中的

每一个元素都包含 x中4个元素的信息 .
ì

í

î

ïï
ïï

x( )2
i = x(1)i - x(1)n

2 + i

x( )2
n
2 + i

= x(1)i + x(1)n
2 + i

，i = 1，…，
n
2 （2）

之后的第三步到第m步变换都与第二步类似，只

图2 探测器内部多类型数据获取方式

图3 Real‑Noiselet变换方式

卷积层

全连接层

分类结果

……

观
测
值
类
图

原始图像

缩
略
图

新型联合感知矩阵

多维压缩数据

多
维
压
缩
数
据
快
速
获
取

目
标
识
别
卷
积
神
经
网
络  

图1 基于联合感知矩阵的压缩学习目标识别技术框架
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是窗的大小越来越小，每一步包含的元素个数为上一

步窗包含个数的 1/2，直到最终每个窗只包含 2个元素，

在每一步变换过程中，都以中间为对称轴，对称的两个

窗作为一组进行操作 . 经过m步变换，最终得到的 f =
[ f1，f2，…，fn - 1，fn ]中每一个元素都包含 x中全部元素的

信息，图 4给出了一幅航空影像的 Real‑Noiselet变换

流程 .

经过Real‑Noiselet变换，图像原始信息基本被打散

到了压缩域，变换得到的图像整体特征较为弥散，但是

保留了原始图像的全部信息，即通过这种变换方式将

图像的特征分布在压缩域 . 然后对得到的Real‑Noiselet
最终变换结果进行采样压缩，为了最大程度的保留图

像信息的规律性，本文并未对观测数据进行随机采样，

而是通过定点下采样方式对观测数据进行采样压缩 .
定点下采样方式是基于本文的Real‑Noiselet变换数据

的特殊性进行的数据压缩方式，其与传统的下采样方

式极其类似，只是在选择采样点时通过固定采样点的

方式进行，例如进行的是 4倍压缩，则压缩采样方式如

图 5所示，对于每个 2×2pixel滑窗中仅保留左上角的像

素点作为采样点，最后生成新的Real‑Noiselet变换压缩

数据 .
通过上述定点采样方法获取的Real‑Noiselet压缩

变换数据就是最终的观测值压缩数据 . 若进行 τ倍压

缩，则自上而下，自左向右依次保留 τ × τ窗口大小

的右上角像素作为采样点，生成观测值压缩数据 . 原始

图像再通过探测器内部Binning采样模块进行传统下采

样可获取缩略图数据 . 基于该新型联合感知矩阵获取

的观测值压缩数据可以作为类图像数据，与下采样缩

略图数据可组成多维度的原始图像压缩描述数据，其

大小将小于原始数据，且具备多维度的压缩数据特征，

可代替原始数据作为目标识别神经网络的输入数据 .
2. 1 基于压缩学习的目标识别神经网络构建

多维压缩数据具备广泛的数据特征信息，其包含

的目标观测值类图ω包含了目标在图像压缩域的特征

分布信息，缩略图像Ψ包含了目标在空间域的特征分

布信息，生成的多维压缩数据类图α = é
ë
ê

ù
û
ú

Ψ
ω

可直接作为

目标识别神经网络的输入数据进行识别，本文中目标

识别卷积神经网络的构建方案如图6所示 .

其 识 别 原 理 是 将 N 组 多 维 压 缩 数 据

{ α1，α2，……，αN}通过目标识别神经网络进行训练，使得

训练获得的模型β既学习到目标的空间域特征也学习到

目标在压缩域的信息分布特征，以此判定目标的类别 .
该目标识别神经网络的卷积层［19，20］设置为 9层

｛L1，L2，L3……，L9｝，卷积核的大小及个数见表1.
为了增加卷积层之间的非线性关系，引入了 Re‑

lu［21］作为激活函数，并且在神经网络中多层卷积层

后引入 dropout［22］操作，dropout操作使得在训练模型

时，随机让网络的某些节点不工作（输出置零），也不

更新权重（但会保存下来，只是本次训练不参与 BP
（back‑propagating）［23］传播，其它过程不变）. Dropout操

图4 原始图像及其经过Real‑Noiselet变换图示

A1

A4

A7

A2

A5

A8

A3

A6

A9

B1
B4

B7

B3

B9
B2

B5
B8

B6 Real-Noiselet变

换压缩数据

原始图像

 
图5 对观测值实现4倍压缩采样流程图示

输入
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⋯
⋯
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图6 目标识别神经网络框架
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作可以比较有效地减少过拟合的发生，一定程度上达

到了正则化的效果，而后接入双层全连接层 { Fc1，Fc2}，
每个全连接层均包含128个神经元 .

最后在输出端使用 SOFTMAX［24］激励函数，用于离

散化概率分布，将结果映射到［0，1］中，实现输出结果

的多分类识别 .
3 实验验证

3. 1 基于新型联合感知矩阵的数据快速获取实验

验证

实验部分对传统原始图像数据获取方法与基于新

型联合感知矩阵的多维压缩数据获取方法进行了A、B
两组实验对比验证，并对其获取速率∂和数据所占存储

空间大小 ε两方面指标数据进行统计分析 . 其获取速

率∂指的平均每秒生成的图像数据量（张/s）；ε为获取的

n张影像所需的空间存储容量；压缩比Q的计算方式如

式（3）所示：

Q = Z R （3）
其中Z为原始图像数据大小，R为Z压缩后的图像数据

大小 .
（1） 实验A
实验A部分，分别获取了图像大小为 256×256pixel

的原始图像数据A1，以及基于新型联合感知矩阵的 4
倍压缩比多维压缩数据B1，根据实验结果，对不同方法

的数据获取速率与数据占用存储空间大小进行了统

计，相应数据如表2所示 .
（2） 实验B
实验B部分，分别获取了大小为 512×512pixel的原

始图像数据A2，以及基于新型联合感知矩阵的 8倍压

缩比多维压缩数据B2，根据实验结果，对数据获取速率

与数据的占用存储空间大小进行了统计，相应数据如

表3所示 .

对实验A、B的结果数据进行分析可知，基于新型

联合感知矩阵的数据获取方法在数据生成速率方面更

加高效，并且在对于同样数量的数据图像，多维压缩数

据比原始图像数据占用更小的存储空间 . 即本文提出

的基于新型联合感知矩阵的数据获取方法与传统数据

获取方法相比在数据生成效率与存储空间占用率方面

具备优势 .
3. 2 基于联合感知矩阵的压缩学习目标识别技术

实验验证

实验验证部分选用统一的实验环境，实验环境配

置如表4所示 .

实验中选取 Cifar‑10［25］数据集以及MNIST［26］数据

集作为实验数据，实验效果评价指标如下：

设测试图像总个数为 Ω，其中正确识别个数为

β，错误识别个数为 γ，训练时长为 δ；对于同一个类别

目标，正确识别为该类型目标的数量为 t1，错误识别

为该类型目标的数量为 t2，则评价指标定义如表 5
所示 .

表1 目标分类神经网络卷积层构造表

卷积层

L1
L2
L3
L4
L5
L6
L7
L8
L9

卷积核数量

64
32
16
16
16
16
64
128
16

卷积核大小

（3×3）
（3×3）
（3×3）
（3×3）
（3×3）
（1×1）
（3×3）
（3×3）
（3×3）

表2 4倍压缩数据生成实验数据对比表

A1
B1

压缩比Q1

4

数据生成速率∂1
（张/s）
46
60

2000张数据存储空间

大小ε1（MB）
27. 0
12. 4

表3 8倍压缩数据生成实验数据对比表

A2
B2

压缩比Q2

8

数据生成速率∂2
（张/s）
19
64

2000张数据存储空间

大小ε2（MB）
79. 9
16. 8

表4 实验环境配置

硬件环境

软件环境

GeForce GTX 1660 Ti graphics card；
CPU：IntelR Core TM i7‑9750H；Memory：16GB.

Pycharm‑community‑2019. 3. 3；
Anaconda3‑5. 3. 1‑Windows‑x86_64；Cuda version：10. 1；
CudaNN version：7. 6. 5；Tensorflow‑GPU 2. 1. 0.

表5 实验评价指标

训练效率 δ

精准度ϖ

模型识别效率ω

召回率ϱ

δ的大小可用作测量标准 . 在相同条件下，δ越大，计算量越大，效率越低；δ越小，计算量越小，效率越高 .
ϖ = β

Ω
ω的大小可用作衡量标准 . 在相同条件下，ω越大，识别效率越低；ω越小，识别效率越高 .

ϱ = t1
t1 + t2
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3.2.1 基于Cifar‑10图像数据的目标识别实验

Cifar‑10 数 据 集 是 由 Hinton 的 学 生 Alex Kri‑
zhevsky、Ilya Sutskever收集的一个用于普适物体分类识

别的计算机视觉数据集，它包含 60000张 32×32 pixel大
小的RGB彩色图片，总共 10个类别 . 其中，包括 50000
张用于训练集，10000张用于测试集，其图像部分样例

如图7所示 .

Cifar‑10包含的是现实世界中真实的物体，但是噪

声很大，而且物体的比例、特征都不尽相同，为实现分

类识别带来很大困难，一般的线性模型在Cifar‑10数据

集上测试效果表现得很差 . 因此，通过该数据集进行目

标识别实验验证具备较高挑战性的同时，也可以更加

充分的验证基于联合感知矩阵的压缩学习目标识别技

术的可行性 .
由于基于新型感知矩阵进行图像压缩的原始数据

需为灰度图像，本实验将Cifar‑10数据集也统一转化为

灰度图作为实验数据 . 实验选取了Cifar‑10图像数据集

中的飞机和汽车的各 5000张数据进行图像识别实验验

证，其中随机选取飞机和汽车共计 1000张作为测试图

像，其他图像作为训练集和验证集，验证集和训练集在

模型训练过程中随机分配，其样式如图8（a）所示 .
首先将 Cifar‑10数据集基于新型联合感知矩阵进

行 4倍压缩获取缩略图数据和观测值类图数据如图 8
（a）与8（b）所示 .

将获取的缩略图数据和观测值类图数据进行拼接

融合，可得到 Cifar‑10的多维压缩数据，其结果如图 9
所示 .

基于图 6构建的卷积神经网络进行实验验证，分别

将 Cifar‑10原始图像数据集 κ1，缩略图数据集 κ2，以及

构造的多维压缩数据集 κ3作为输入数据，在训练过程

中 学 习 率 learning_rate = 0.0003，训 练 迭 代 次 数

MAX_STEP = 10000，训 练 获 取 的 神 经 网 络 模 型

Cifar‑Model1、Cifar‑Model2和 Cifar‑Model3通过对应的测

试数据集进行测试，其中测试集图像总个数为α1，正确

识别个数为 β1，错误识别个数为 γ1，训练时长为 δ1，每
500张目标图像从探测器生成并通过模型识别总时长

ω1. 通过对实验结果评价指标数据进行统计可以得

到表6.
通过对表 6实验数据分析可知，本文提出的基于新

型联合感知矩阵的压缩学习目标识别技术与基于原始

图像数据集目标识别（Target recognition based on origi‑
nal image，TRO）方法相比，虽然识别精度略低，但是具

备更高的识别与模型训练效率；与同等压缩比的基于

缩略图数据集目标识别（Target recognition based on
downsampled image，TRD）方法相比，目标识别与模型训

练效率相近，但其识别准确率更高 . 可得出基于联合感

知矩阵的压缩学习目标识别技术与其他两种方法相

比，在识别效果上不仅效率更高，并且与基于单空间域

同等压缩比下的基于缩略图数据集目标识别方法相

比，保持了更高的准确率 .
3.2.2 基于MNIST手写图像数据集的目标识别实验

MNIST数据集的来源是两个数据库的混合，一个

 
图7 Cifar‑10数据集部分样例

(a) 缩略图数据（16×16） (b)Real Noiselet变换观测值数据
（16×16）

图8 基于新型感知矩阵的Cifar‑10数据变换结果图像

 
图9 Cifar‑10多维压缩数据(24×12)

表6 基于Cifar‑10数据的目标识别实验数据统计表

指标

数据类型

κ1
κ2
κ3

训练时长 δ1
（s）
7364
5268
5474

测试图像个

数α1（张）

1000
1000
1000

正确识别

数目β1
836
731
782

错误识别

数目γ1
164
269
218

总时间ω1（s）
169. 258
126. 453
128. 265

识别准确率

83. 6%
73. 1%
78. 2%

飞机识别

召回率

90. 9%
78%

78. 5%

汽车识别

召回率

74%
66. 7%
77. 8%
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来自 Census Bureau employees（SD‑3），一个来自 high-
school students（SD‑1）. 该数据集有训练样本 60000个，

测试样本 10000个，大小均为 28×28pixel. 在训练样本

和测试样本中，employee和 student写的都是各占一

半 . 60000个训练样本一共由 250个人书写，其部分样

例如图10所示 .

实验选取了MNIST数据集中 0和 1数据各 5000张
作为训练数据，另选取测试集中 0和 1数据各 1000张作

为测试集数据，并通过本文构造的目标识别神经网络

进行目标识别效果验证 .
首先进行多维压缩数据集的快速构建，先将训练集

与测试集通过新型联合感知矩阵进行4倍压缩获取缩略

图和Real‑Noiselet变换观测值数据图，获取的缩略图和

观测值数据部分样例图如图11（a）与11（b）所示 .
再基于缩略图数据与Real‑Noiselet变换观测值数

据图进行快速拼接融合，生成多维压缩数据集，其结果

如图12所示 .
通过上述构建的卷积神经网络分别对原始数图像

据集Ω1，缩略图数据集Ω2，多维压缩数据图像数据集

Ω3三组数据进行实验验证 . 在对不同实验数据验证过

程中，统一配置神经网络训练参数，训练过程中学习率

learning_rate = 0.0003，训 练 迭 代 次 数 MAX_STEP =
5000. 并将训练获取的神经网络模型 Mini‑Model1、
Mini‑Model2和 Mini‑Model3通过对应的测试集进行测

试，设其测试集图像总个数为α2，其中正确识别个数为

β2，错误识别个数为 γ2，训练时长为 δ2，每 500张目标图

像从探测器生成并通过模型识别总时长为ω2，通过对

实验结果评价指标数据进行统计可得到表7.

通过对表 7中实验结果数据分析可知，基于新型联

合感知矩阵的压缩学习目标识别技术在识别与模型训

练效率方面均优于基于原始图像数据集目标识别方

法，与基于缩略图数据集目标识别方法几乎持平；而且

该方法的目标识别准确率也高于基于缩略图数据集目

标识别方法，虽然略低于基于原始图像数据集目标识

别方法，但仍然保持了较高的准确率 . 综合可得出，对

比不同类型MNIST特征数据集进行的目标识别效果，

本文提出的基于新型联合感知矩阵的压缩学习目标识

别技术不仅具备更高的识别效率，而且保持了较高的

识别准确率 .

4 总结

本文提出的基于新型联合感知矩阵的压缩学习目

标识别技术在传统空间域图像处理方式的基础上，进

行了扩展，将图像的压缩域特征进行了充分的利用，通

过结合新型联合感知矩阵获取图像在压缩域和空间域

的压缩数据，进而生成新型多维压缩数据以代替原始

图像数据实现对目标的高效高精度识别，并以Cifar‑10
和MNIST数据集作为实验数据进行目标识别实验验

证 . 其验证结果表明，该方法与传统深度学习目标识别

方法相比具备更高的识别效率，并且在同等压缩比下

具备更高的识别准确率 . 这种基于压缩码流拟直接实

现目标识别的方式，一方面提高了深度学习框架的数

图10 MNIST手写数据集部分样例

(a) 缩略图数据（14×14） (b) Real Noiselet变换观测值数据
（14×14）

图11 基于新型感知矩阵的MNIST数据变换结果图像

 
图12 多维压缩数据图像(20×10)

表7 基于MNIST数据的目标识别实验数据统计表

指标

数据类型

Ω1
Ω2
Ω3

训练时长 δ2
（s）
6984
4608
4817

测试图像个

数α2（张）

1000
1000
1000

正确识别

目标个数β2
997
986
992

错误识别

目标个数γ2
3
14
8

总时间ω2（s）
162. 029
123. 568
125. 293

识别准确率

99. 7%
98. 6%
99. 2%

0识别召回率

99. 8%
99%

99. 4%

1识别召回率

99. 6%
98. 2%
99%

2114



第 11 期 李 峰:基于新型联合感知矩阵的压缩学习目标识别技术

据吞吐率，另一方面，可以降低数据的存储空间占用

率，不仅提高了图像获取与压缩的效率，而且提升了目

标识别效率，该方法特别适用于无需可视图像的场景，

例如指纹识别与人脸识别等 .
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